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Abstract
Defects near the welding bead of SRF cavities sometimes limit the performance of the cavity. As a countermeasure,

inner surface inspection camera and local grinding machine are developed to find out and remove the defects on the
inner surface of the cavities. We are developing software to automate this process with machine learning object detection
methods; Faster R-CNN and YOLO v5. By utilizing the inspection data at KEK over the past 10 years as a teacher data,
our software obtained enough performance compared to human inspection. We will report the structure of this software,
the status of development, and future plan to improve its performance.

1 . はじめに
超伝導空洞の内面に，常伝導の不純物や溶接欠陥のよ

うな大きな RF損失を生じる領域が存在すると，ジュー
ル熱によって周辺部が超伝導転移温度を超え，クエンチ
してしまう．また，不純物がなくても幾何学的な凹凸が
存在すると表面磁場が局所的に増大し，臨界磁場を越え
ることでクエンチの原因となる．このような領域のこと
を欠陥 (defect)と呼び [1]，超伝導空洞の性能を制限する
大きな要因になる．特に，溶接部付近の空洞内面に存在
する欠陥はフィールドエミッションやクエンチにより最
大加速勾配を制限するが，これを克服するために開発さ
れたのが空洞内面検査装置である [2]．この装置は空洞
内面を撮影して原因となる欠陥を発見し，局所研磨装置
で除去することで性能制限を克服することができる．実
際に内面検査装置で撮影された欠陥の写真を Fig. 1 に
示す．

Figure 1: A defect observed with inspection camera.
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影する画像の枚数は約 3,000枚になる．現状ではこの画
像を全て人間が検査することで欠陥を発見しているが，
撮影と検査を合わせた処理能力は週に最大 2台が限度と
なっていて，ILCではこの空洞を約 9,000台量産する必
要があり [3]，このような規模では全数検査することが
できない．また，空洞内面の様子は空洞の材料や製造工
程，表面処理工程によって変化するため，その中から性
能に影響する欠陥であるかを判定するのは人間にとって
容易ではない．
今回，撮影された画像から欠陥を自動的に検出するソ

フトウェアを開発したので，報告する．

2 . ソフトウェア
2.1 物体検出アルゴリズム
内面検査装置の欠陥を自動検出する試みは過去にも行

われてきた [4, 5]．これらの先行研究は従来手法の物体
検出技術を使っているが，近年の機械学習の発展によっ
て新たなアルゴリズムが登場している．今回作成したソ
フトウェアでは，Faster R-CNNと YOLO v5という 2つ
のアルゴリズムを試した．

Faster R-CNN [6]は，リアルタイム検出として実用性
のある検出速度を達成した初めてのアルゴリズムとして
2015 年に発表された．これをベースとして複数のアル
ゴリズムが更なる高速化と高性能化を目指して発展して
いるが，これ自身も十分実用的な性能を有しており，ま
た知名度も高いことから多くの実装例がインターネット
上で公開されている．

YOLO [7]は Faster R-CNNと同時期の 2015年に発表
されたアルゴリズムで，環境によるが 150 fps を超える
高速処理が特徴である．今回は，後継として開発されて
いる YOLO v5 [8]を使用した．

2.2 開発
画像処理や機械学習で使われるライブラリは python

で開発されていることが多いため，ソフトウェアの開
発言語には python を使用した．また，前節で述べた 2
種類のアルゴリズムを実装するフレームワークとして
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PyTorch [9]を使用した．
試作段階では Google Colaboratory [10] を使っていた

が，最終的に誰でも使えるソフトウェアにすることを目
的としていたことと，十分な性能を持つ計算機が入手で
きたため GUIを実装した．実装には PySimpleGUI [11]
を使用しており，これによってマウスドラッグによる領
域選択等の直感的な操作を少ないコード量で記述し，か
つクロスプラットフォーム (Windows, MacOS, LINUX)
対応のソフトウェアとすることができた．このソフト
ウェアの画面の例として，検出結果の確認と編集を行う
画面を Fig. 2に示す．

Figure 2: A screenshot of detection result window.

3 . 性能評価
3.1 データセットの作成と試験
性能評価用のデータセットとして，KEKでの過去 200

回分の内面検査レポートに含まれる約 4,000枚の画像を
使用した．これはプレゼンテーションファイルから抽出
したもので，欠陥を含まない画像も多く混ざっている．
最も古いものは 12 年前に撮影されたもので，そこから
現在に至るまでのカメラの交換による画素数の増加や，
空洞製造技術や表面処理技術の向上による欠陥形状の変
化を全て含んだデータである．この中からランダムに選
んだ 100枚をテスト用，残りを学習用とした．
まず，テスト用と学習用ともに全ての画像を人間の目

で検査し，欠陥と判断した場所を手動でマーキングした．
このとき，欠陥が含まれていた画像はテスト用画像のう
ち 39枚 (欠陥 75箇所)，学習用画像のうち約 1,600枚で
あった．また，判定の基準が一定になるようこれらの作
業は全て同一人物が行った．
次に，作成した学習用データセットを Faster R-CNNお

よび YOLO v5に学習させた．後者には Albumentations
[12] を使用したデータ水増し (data augmentation) が実
装されており，前者にも同等のものを適用した．学習
は CUDA [13]が利用できる GPU (NVIDIA Quadro RTX
4000) が搭載された計算機で行い，学習時間は両者とも
に 100-500 epochsで数時間から数日程度かかった．
以上によって学習したモデルをテスト用画像に適用し

て検出を行い，その結果から precisionと recallを計算し

た．Precisionは誤検出の少なさ， recallは見落としの少
なさを表す．100枚の画像を検査するのにかかった時間
は両アルゴリズムとも 1分程度であった．また比較のた
め，データ作成者とは異なる人間による検査も行った．
1人目の検査者 (Human A)は内面検査の経験が豊富な熟
練者であり，2人目 (Human B)はこれまでに検査の経験
がなく簡単な説明を受けただけの初心者である．その結
果を Table 1に示す．

Table 1: Defect Detection Result of Test Dataset

Precision (%) Recall (%)

Human A 89.5 44.0
Human B 56.3 46.3

Faster R-CNN 52.7 81.3
YOLO v5 53.1 77.3

この試行では，両アルゴリズムともに precisionを 50-
60% になるようにパラメータを調整して recall をする
ことを目的としている．これは実用的な目標としてソフ
トウェアをスクリーニングとして使用し，最終的な判断
は人間に委ねるという使い方を想定しているためであ
る．検査結果の recallにはそれが反映されており，両ア
ルゴリズムともに人間より高い結果となった．また，こ
の precision の目標値は結果的に初心者である B と同程
度であり，その上で Bよりも明らかこのことから，少な
くとも初心者による検査よりは優位性があると言える．

3.2 新造空洞での試験
KEKでは 2021年度末に新しい 9-cell空洞 KEK-7の

製造を完了した．前節のデータセットはそれ以前の画像
から作成しているため，この空洞の情報は含まれていな
い．よって，このデータセットで学習したモデルにとっ
ては完全に未知のデータとなる KEK-7 の内面検査画像
に対して欠陥検出を行った．

KEK-7は 2022年 7月までに 3回の内面検査を行って
いるが，このうち従来方法では EP1後の検査のみ 1箇所
の欠陥が発見された．この検査では合計 2,694枚の画像
を撮影し，そのうち欠陥を含むのは 1箇所をそれぞれ違
う角度で撮影した 3枚の画像だけである．またこの空洞
特有の事情として，材料の結晶粒界が目立っている，製
造工程でアイリス部の複数箇所に傷がある，直前の電解
研磨の研磨液による気泡の跡があるといったことが挙げ
られる．
この EP1後の画像をソフトウェアで全て検査したとこ

ろ，両方のアルゴリズムが 3枚の画像に含まれる欠陥を
全て正しく検出できた．検出の例として，Faster R-CNN
での欠陥検出結果を Fig. 3に示す．またソフトウェアが
欠陥と判断した画像は Faster R-CNNで 246枚，YOLO
v5 で 618 枚であり，元の画像総数の 4 分の 1 以下であ
る．検出すべき欠陥を含む画像は両者とも全て検出でき
ているので，この検出画像数の違いは precisionが約 2.5
倍異なることを表している．検出された画像にはアイリ
ス部の傷や研磨液による気泡の跡が含まれていた他，人
間の検査者が判断に迷う画像も多く含まれていた．この
ような結果に対する定量的な評価はまだできていない
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が，スクリーニングの目的ではおおむね実用性のある性
能を有していると考えている．

Figure 3: Defect detection result of KEK-7 with Faster R-
CNN. The marked position was also detected by YOLO v5
and human inspection.

4 . まとめと展望
超伝導空洞の内面検査画像から Faster R-CNN と

YOLO v5 の 2 種類のアルゴリズムを用いて自動で欠
陥を検出するソフトウェアを開発し，性能試験の結果か
らスクリーニング (人間の検査の補助)としては実用性の
ある性能を有していることがわかった．
更なる性能向上の手段としては，まず質の良い学習用

データセットを作成することを考えている．今回のデー
タセット作成に使用した画像はレポートからの抽出であ
ることから，明らかな欠陥が含まれるか全く問題ないか
という極端な画像が集まっており，スクリーニングで検
出したい「欠陥かどうか曖昧な物体」が少ないという問
題がある．これに対しては，より多くの画像を偏りなく
使用したデータセットを作成することで解決できる．ま
た，基本的な手法であるハイパーパラメータの最適化や
転移学習による学習時間の短縮といった手法も今後試し
たいと思っている．
実用化に向けては，検査レポートの自動作成等の必要

な機能を追加しつつ，空洞 R&Dの現場で実用上の問題
点の洗い出しを行う予定である．
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